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GENETIK PROGRAMLAMAYA DAYALI SINIFLANDIRMA
YAKLASIMI: MEPAR-MINER

Lale ®ZBAKIR
Adil BAYKASOGLU

OzZET

Genetik programlama evrimsel gelisime dayali optimizasyon algoritmalari arasinda yer almaktadir.
Genetik programlama bireyleri degisken boyuta sahip hiyerarsik agac¢ yapisindadir. Genetik
programlama metodolojisinin temeli genetik algoritmaya dayanmakla birlikte, kromozom gdsterimi ve
genetik operatorler agisindan farkllik gostermektedir. Genetik programlama dedisken boyuttaki agjac
yapisinda bireyler Gzerinde evrimsel gelisimi saglamak amaciyla genetik operasyonlari gergeklestirir.
Genetik programlamanin avantajlarinin yani sira kodlanmasi, agja¢ yapisindan dolayi uygun olmayan
bireylerin ortaya ¢ikmasi, aga¢ derinliginin genetik operatorler ile asiri artmasi ve buna bagh olarak
¢6zum suresinin yiksek olmasi gibi dezavantajlari vardir. Bu dezavantajlari agsmak amaciyla dogrusal
gOsterime sahip degisken uzunlukta bireyler tlreten algoritmalar gelistirilmistir. Coklu denklem
programlama bu algoritmalar arasinda yer almaktadir. Bu galismada sembolik regresyona yonelik
gelistirilen coklu denklem programlama yaklasiminin, siniflandirma kurallari tiretmek Uzere
gelistiriimesi ile ortaya konulan MEPAR-Miner yaklasimi Uzerinde durulmustur. Etkin bir kromozom
goOsterimi ile genetik programlamanin avantajlarini igerisinde barindiran ve degisken uzunlukta
siniflandirma kurallari tiireten bu yaklasim, genetik operatorlerle uygun olmayan bireylerin tiretiimesi,
kural boyutunun asiri buylimesi gibi dezavantajlari da ortadan kaldirmistir. Bu ¢alismada gelistiriimis
olan MEPAR-Miner algoritmasi detayli agiklanarak, etkinligi karsilastirmali olarak ortaya konulmustur.

Anahtar Kelimeler: Genetik programlama, Siniflandirma, Coklu denklem programlama.

ABSTRACT

Genetic programming (GP) is an evolutionary optimization algorithm. Genetic programming individuals
are represented as variable sized hierarchical tree structures. Although the main idea behind the GP is
similar to genetic algorithm, they have different chromosome representations and genetic operators.
GP applies genetic operators on different sized and shaped tree structures in order to obtain
evolutionary improvement. Besides the advantages of GP, it has the disadvantages in implementation
of genetic operators, generation of infeasible individuals, bloating tree sized and increased CPU times
correspondingly. In order to cope with these difficulties, different algorithms which generate variable
sized linear chromosomes have been developed. Multi-expression programming which is devoted to
symbolic regression appears into these algorithms. In this study, a new Multiple Expression
Programming based method named MEPAR-Miner for the derivation of classification rules in data
mining applications is addressed. MEPAR-Miner involves advantages of genetic programming due to
linear representation of variable sized chromosomes while preventing the generation of infeasible
individuals and bloating of tree sizes. In this study MEPAR-Miner algorithm is explained in detail and
comparative results are presented in order to analyze the performance of the proposed approach. The
experimental results are compared with decision tree and other evolutionary algorithms.

Key Words: Genetic programming, Classification, Multi-expression programming.
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1. GIRIS

Genetik programlama (GP), zor problemlerin ¢ézimiinde kullanilan evrimsel bir ¢ézim teknigidir. GP
bireyleri genellikle aga¢ yapilari ile dogrusal olmayan bir sekilde gosterilir ve islem gorlrler. Yakin
zamanda GP’nin birgok dogrusal gosterime sahip bigimleri igin farkh yapilar énerilmistir. Bunlardan
bazilari gramere dayali evrim, dogrusal genetik programlama ve gen denklem programlamadir (GEP).
Bu farkh vyapilardaki gésterimlerin amaci GP’nin performansini artirmak, ayni zamanda da
programlanmasini kolaylastirmaktir. Bu GP yaklasimlarinin ortak 6zelligi, dogrusal olmayan GP
yapisinin, dogrusal bireyler olarak ifade edilmesidir.

Genetik programlama, bireyleri programlardan olusan bir popllasyona genetik algoritma
operasyonlarinin uygulanmasidir Uygulama alani genis olmakla birlikte sembolik regresyonda iyi
sonuglar verdigi ortaya konulmustur [1]. Genetik algoritmadan en énemli farklihgi, ¢6zim dizisinin
degisken uzunlukta olma 6zelligini tagimasidir. Bireylerin agag¢ yapisindaki gosterimleriyle birlikte
caprazlama ve mutasyon operatorleri genetik algoritmadan farkh olarak uygulamaya gegirilir. Genetik
programlamanin gesitli uygulamalari ile elde edilen sonuglari, Koza [2] ve Langdon [3]'de ayrintili bir
bicimde yer almaktadir.

Yakin zamanda yapilan galismalarla genetik programlama, Uretim problemlerinin optimizasyonunda
uygulanmaya baslanmistir. Ancak genetik programlama uygulamalari, kodlanmasinin zor olmasi,
agac¢ yapisinda mutasyon ve c¢aprazlamadan dolaylr uygun olmayan ¢ozimlerin ortaya c¢ikmasi
yuzinden yaygin bir kullanima sahip olamamistir [3]. Ayrica bu problemler sabit uzunlukta
kromozomlarla genetik algoritma tarafindan kolayca ifade edilebildiginden ve ¢ézimin uygunlugu
daha kolay kontrol altinda tutulabildiginden genetik algoritma tercih edilmistir. Bu konuda Dimopoulos
ve Zalzala [4]-[6] genetik programlama ile klasik tek makine ¢izelgeleme problemlerinde uygun
siralama denkleminin belirlenmesine yonelik bir ¢alisma yapmislardir. Calismada problem yapisina
gore toplam gecikmeyi en kugclkleyecek sekilde, uygun gizelgeleme kuralini belirlemek (zere farkli
problem boyutlarinda siralama kurallarindan olusan dokuz farkh denklem tireterek etkinliklerini
karsilastirmiglardir. Dimopoulos ve Mort [7], hlcresel Uretim sistemleri igin, hiyerarsik yapida
hlcrelerin belirlenmesi ve hicrelere atanacak Urtin ailelerinin olusturulmasi igin genetik programlama
temelli bir yaklasim énermislerdir.

Son yillarda uretim ve hizmet sektoérinde bilgi sisteminin yodunlugu, teknolojik gelismelere bagl
olarak tutulan veri hacmini hizla artirmaktadir. Bu biyuk miktarlarda veriyi, kullanilabilir ve anlasilabilir
bilgiye donustirme slreci ise bilgi kesfi olarak adlandiriimaktadir. Veri madenciligi ise bilgi kesfi
surecindeki asamalardan birisidir. Veri madenciligi, yapay zek3, istatistik, veri tabani sistemleri gibi
farkli disiplinleri icerisinde barindirmakta olup, pek ¢ok alanda basariyla uygulanabilmektedir. Hizl veri
artisindan kaynaklanan kullanilmayan veriyi, elverigli bilgiye donUstirme sureci, son yillarda
arastirmacilarin odagi haline gelmistir. Buna bagli olarak bilim camiasinda veri madenciligine yonelik
algoritmalarin ve ydntemlerin hizla geligtirildigi bir sire¢ yasanmaktadir. Bu c¢alismalar arasinda,
Ozellikle veri madenciligi adimlarindan en énemlisini teskil eden siniflandirma problemleri ve bu
problemlere sezgisel yontemlerle gelistirilen kural tabanli sistemler 6n plana ¢ikmaktadir. Freitas [8]
evrimsel algoritmalarin, dzellikle genetik algoritma ve genetik programlamanin veri madenciligi ve bilgi
kesfindeki kullanimini tartismistir. Zhou ve ark. [9] siniflandirma kurallarinin tiretiimesine ydnelik
olarak gen denklem programlama temelli yeni bir yéntem onermiglerdir. DeFalco ve ark. [10]
siniflandirma kurallarinin kesfine yonelik bir genetik programlama yaklagimi énermislerdir. Tan ve ark.
[11] tibbi veri madenciligine yonelik siniflandirma problemleri (zerinde yogunlasarak, iki asamali
melez bir evrimsel yaklasim gelistirmislerdir. Bojarczuk ve ark. [12] siniflandirma problemi igin kisitli-
s6zdizim genetik programlama yaklagimi gelistirmislerdir. Weinert ve Lopes [13], dogrusal genetik
programlama yaklasimlarindan gen denklem programlamaya dayali bir siniflandirma kural ¢ikarimi
yontemi dnermislerdir. Wang ve ark. [14] siniflandirma kural kimeleri Ureten bir parcacik suri
optimizasyonu algoritmasi gelistirmiglerdir. Literatirde yer alan c¢alismalar incelendiginde 6zellikle
genetik algoritma, genetik programlama gibi evrimsel algoritmalar ile siri zekasina dayali
optimizasyon yaklasimlarinin siniflandirma problemleri tzerinde uygulamalari gergeklestiriimis ve
performanslari degerlendirilmistir.

Bu calismada, Baykasoglu ve Ozbakir [15] tarafindan énerilen, goklu-denklem programlamaya dayal,
etkin siniflandirma kurallari ¢gikariminda kullanilan MEPAR-miner yaklasimi ele alinarak agiklanmistir.
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Calismanin ikinci bdéliminde Oltean ve Dumitrescu [16] tarafindan gelistirilen ¢oklu denklem
programlama (CDP) yaklasimi kisaca aciklanmistir. Uglincli  bélimde ise ¢oklu denklem
programlamaya dayal gelistirlen MEPAR-Miner algoritmasi ele alinmigtir. Dérdlinci bolim, deneysel
calismalari icermekte olup, sonug degerlendirme besinci bélimde yer almistir.

2. COKLU DENKLEM PROGRAMLAMA

Oltean ve Dumitrescu [16] tarafindan ortaya konulan, Oltean ve Grosan [17]'In evrimsel algoritmalarin
gelistiriimesinde uyguladiklari standart ¢oklu denklem programlama algoritmasi, rastgele secilmis
bireylerden olusan bir populasyonla baslar. Mevcut populasyondaki her birey, probleme bagl olarak
belirlenen uygunluk fonksiyonuna gére degerlendirilir. Belirli sayida secilen en iyi bireyler, bir sonraki
jenerasyona gegcirilir (elitizasyon). Eslesme havuzu ikili turnuva secimi ile doldurulur. Daha sonra bu
havuzdaki bireyler rastgele eslestirilerek caprazlanir. iki ebeveynin caprazlanmasi sonucu iki yeni
birey elde edilir. Elde edilen bireyler mutasyona ugrar ve bir sonraki jenerasyona girerler. Algoritma
belirli sayida jenerasyon igin tekrarlanir.

2.1. Coklu Denklem Programlama Kromozom Gosterimi

Coklu denklem programlama genleri, degisik uzunluklardaki alt dizilerle ifade edilir. Kromozomdaki
gen sayisi sabittir ve kromozom uzunlugunu ifade eder. Her gen bir terminal ya da fonksiyon semboli
icerir. Fonksiyon iceren bir gen, fonksiyonun argimanlarina isaret eden bir isaretgi tasir. Fonksiyon
parametrelerinin, her zaman bu fonksiyonun kendisinin bulundugu pozisyondan daha kii¢clik pozisyon
indislerine sahip olmasi gerekmektedir. Onerilen gdsterim, kromozom desifre edilirken hicbir sekilde
doéngu ortaya ¢ikarmaz. Bu gdsterim tarzina gére kromozomun ilk semboli mutlaka bir terminal
sembolii olmalidir. Ancak bu sekilde, dizilimi dogru programlar elde edilebilir. Ornek bir kromozom
yapisi Sekil 1’deki gibi olusturulabilir. ilk satirdaki sayilar genlerin kromozom igerisindeki pozisyonlarini
ifade etmektedir.

1 3 4 5 6
a + c +
1,2 4,5 3,6
\J
Terminaller Fonksiyonlar ve argiimanlarmi gosteren gen pozisyonlari

Sekil 1. CDP Kromozom Yapisi

Bu CDP kromozomu incelenecek olursa 1,2,4,5 pozisyonlu genler birer terminaldir. 3, 6 ve 7 numarali
genler ise bir denklemi ifade eden fonksiyonlari ve bu fonksiyonlarin argiimanlarini géstermektedir.

3

6

7

atb

c+d

(at+b)*(c+d)

Sekil 2. CDP Kromozomunun Denklem Gosterimi
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Sekil 2’de goérulduga gibi CDP kromozomlari genellikle ayni anda birden fazla denklemi
kodlayabilmektedir. Buna karsihk genetik programlama kromozomu tek bir denklemi
kodlayabilmektedir. CDP kromozomunun kodladidi birden fazla denklemin herhangi birisi kromozomu
temsil etmek Uzere secilebilir. Her bir denklemin uygunluk fonksiyonu de@eri hesaplanarak en iyi olani
kromozomu temsil edecek sekilde belirlenir. Bazi uygulamalarda baglanti fonksiyonlari (+,*) ile
denklemler birbirlerine baglanabilir.

2.2. Se¢im

Standart CDP algoritmasi evrimsel bir algoritma oldugundan, seg¢im sureci uygunluk fonksiyonu en
yuksek olan bireyin bir sonraki jenerasyona aktariimasini saglayacak sekilde tasarlanmistir. Bunun
icin g-turnuva sec¢imi yontemi kullaniimaktadir. Rasgele segilmis q adet bireyin igerisinden en iyi
(uygunluk fonksiyonu en yiiksek olan) birey segilir. Oltean ve Dumitrescu [16], yaptiklari ¢alismada ikili
turnuva segiminin sembolik regresyonda diger se¢im ydntemlerine gére daha iyi sonug verdigini ortaya
koymuslardir. Ikili turnuva seciminde mevcut popiilasyondan secilen 2 birey arasindan uygunluk
fonksiyonu yiiksek olan birey alinir.

2.3. Genetik Operatorler

CDP algoritmasi igerisinde kullanilan arama operatérleri ¢aprazlama ve mutasyondur. Uygulanan
arama operatorleri kromozom yapisini koruyacak ve uygun olmayan birey tlretmeyecek sekilde
tasarlanmistir.

Caprazlama: Standart CDP algoritmasinda Ug¢ farkli tip ¢aprazlama teknigi uygulanmistir. Probleme
bagli olarak bu tekniklerden herhangi birisi veya tamami kullanilabilmektedir.

Bu teknikler:

Tek-nokta caprazlama: Tek nokta caprazlamada, iki ebeveyn bireyden rastgele bir nokta segilir ve
bireylerin belirlenen noktadan sonraki genleri birbirleri ile yer degistirilerek yeni bireyler elde edilir.

iki-nokta caprazlama: Iki-nokta ¢aprazlama da tek-nokta caprazlamaya benzemekle birlikte,
aralarindaki fark, tek nokta yerine iki noktanin rastgele segilerek gaprazlamanin gergeklestiriimesidir.

Duzenli gaprazlamadir: Duzgln ¢aprazlamada ¢ocuklar her iki bireyden rastgele genlerin secilmesi ile
olusturulur.

Mutasyon: Kromozom igerisindeki her bir gen mutasyona tabi tutulabilir. Mutasyon operatérini
uygularken, mutasyon olasiligi (p,) g6z 6niine alinmaktadir. Standart CDP algoritmasinda iki farkh tip
mutasyon uygulanmaktadir;

e Standart mutasyon
e Dizgln mutasyon

Standart Mutasyon: Mutasyonla kromozom igerisindeki bazi genler degisiklige ugrar. Burada dikkat
edilecek nokta ilk genin her zaman terminal olmasinin saglanmasidir. Diger genler i¢cin herhangi bir
kisittama yoktur. Eger secilen gen bir terminal sembolse, yine bir terminal sembole veya bir fonksiyon
sembole donustirilebilir. Eger secilen gen bir fonksiyonsa, bir terminal sembole veya baska bir
fonksiyona degistirilebilir ve argimanlari da yeni fonksiyona gére belirlenir.

Duzgiin Mutasyon: Fonksiyon sembollerinin degistirimesinde dizgin mutasyon kullanilabilir.
Dizgln mutasyon, gen igerisinde yer alan her sembolu (fonksiyon sembolli veya fonksiyonun
arguman pozisyonlari) belirlenmis bir olasilikla (psm) degistirir.

Eger gen igerisindeki fonksiyon iki argiimanli bir fonksiyon ise, psm=0.33 olarak tanimlandiginda gen
icerisindeki her bir pozisyona esit degerde degisiklik orani dismektedir.



i Endustri Muhendisligi Yazilimlari ve Uygulamalari Kongresi | 30 Eylil-01/02 Ekim 2011 215
3. MEPAR-MINER ALGORITMASI

Oltean ve Dumitrescu [16] tarafindan ortaya konulan CDP yaklasimi, siniflandirma kural tiretmek
Uzere degistiriimis ve yazilimi gergeklestiriimistir. CDP kromozom gdsteriminin temel yapisi kullaniimis
ancak fonksiyon ve terminal kimesindeki degisikliklerle mantiksal ifadelerin elde edilmesi
saglanmistir. Bir mantiksal ifade sinifi siniflandirma kurali seklinde gosterilebilir ve n sinifli bir problem
icin her bir sinifa ait bir yada daha fazla mantiksal ifade bir araya getirilebilir. Asagidaki ifade bir kural
kimesini gostermektedir.

EGER Sart 1 ISE Sinify
DEGILSE EGER Sart 2 ISE Sinif,

DEGILSE Sin Ifvarsaynan

Kural kiimesinin degerlendiriimesine ilk kuraldan baglanir ve 6rnegi saglayan kural bulunana kadar
devam edilir. Ornek higbir kural tarafindan saglanmamigsa, o érneg@in sinifi varsayilan sinif olarak
belirlenir. Varsayilan sinif genel olarak ornekler igerisinde en sik rastlanan sinif olarak atanir.

3.1. Fonksiyon ve Terminal Kiimesi

Bir siniflandirma problemi igin fonksiyon ve terminal kimesinin belirlenmesi gerekmektedir. CDP
algoritmasi sembolik regresyon denklemleri Uretmek amaciyla gelistirildiginden fonksiyon kimesi
matematiksel operatérlerden olusur. MEPAR-Miner algoritmasi siniflandirma igin mantiksal ifadeler
Uretmek Uzere tasarlandigindan fonksiyon kimesinde (F) mantiksal operatorler yer almaktadir.
Terminal kiimesi ise mantiksal ifadelerdeki 6zellik-deger iliskisini yansitacak sekilde diizenlenmistir.
Dolayisiyla terminal kiimesi, 6zellik-iligkisel operator-deger Ugllisinden olusan elemanlar icermektedir.
Deger, o 6zellige ait deger araligindan belirlenmektedir. iliskisel operatér ise 6zelligin siirekli veya
kategorik olma durumuna gére belirlenmektedir. Kategorik 6zellikler igin “=”, surekli deger alan
Ozellikler igin “<, 2" iliskisel operatérleri kullanilmaktadir. Her bir gen, kendi igerisinde 06zelligi
barindirirken, bu 6zellige iligkin iliskisel operatdr ve degeri ifade eden isaretleyicileri de icermektedir.
MEPAR-Miner algoritmasinda kullanilan fonksiyon ve terminal kimeleri Tablo 1'de yer almaktadir.

Tablo 1. Fonksiyon ve terminal kimeleri

Xi i. ozellik

lliskisel operatdr Ozelligin tlrd

= Kategorik 6zellikler

<, > Surekli 6zellikler

Vi i 6zelligin deger alani

Terminal Kiimesi {Xo—=10 - Vo, X1 =10 -Vyq, .., Xa— 10 - V,i}
Function Set {VE, VEYA, DEGIL}

Ayni durumu ifade eden anlamsiz mantiksal ifadelerin ortaya ¢ikmasini engellemek amaciyla,
fonksiyon kimesinden secilmis olan elemanlardan olusan her bir genin argimanlarinin birbirinden
farkl indisleri isaret etmesi gerekmektedir. Asagidaki fonksiyon, terminal ve iliskisel operatorlerle
olusturulmus bir 6rnek kromozom yapisi Sekil 3'te gosterilmektedir.

F —{VE, VEYA, DEGIL}, 10 — {<, >, =}, T— { Xo, X1, X2}
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Terminaller —Fortkstyontar
3 4 5 6 7
X, VE | VEYA| DEGIL| VEYA

Sekil 3. Siniflandirma Kurali igin Ornek Kromozom Yapisi

Sekil 3.’de yer alan kromozomun 7. Geni asagidaki siniflandirma kuralini ifade etmektedir.
EGER ((x;>8) VE (x,=1)) VEYA ((Xo<5) VEYA (x,=1)) ISE Sinif;

Bu kuralin sinifinin belirlenmesi asamasinda sinifin énceden sabitlenmis olmasi, kural kalitesini
etkileyeceginden, her bir sinif icin ayni kural degerlendirilmistir. Elde edilen kuralin dogrulugunu en
yuksek uygunluk degeri ile ifade eden sinif, kuralin sinifi olarak atanmistir. Uygunluk degerlendirmesi
sonucu, kromozom igerisinde yer alan her gen kendi uygunluk degerine ve sinifina sahip olmaktadir.
Bir kromozomun uygunluk degeri ise, 0 kromozom igerisinde yer alan genlerden en ylksek uygunluk
degerine sahip olan genin uygunluk dederi olarak belirlenmektedir. Ayni zamanda bu gen, kromozomu
ifade eden en iyi kural haline gelmektedir. Mevcut kodlama bigimi, Michigan kodlama yaklasimi olarak
belirlenmistir [8]. Bu yapida, populasyon igerisindeki her bir kromozom digerlerinden bagimsiz tek bir
kurall ifade etmektedir. Dolayisiyla popullasyon farkli siniflar icin kurallar iceren bireylerden
olusmaktadir. Her bir sinift en yiksek dogrulukla ifade eden kurallar segilerek kural kimesi
olusturulmaktadir. Kural kimesinin boyutu érnek veri kimesindeki sinif sayisina ilave olarak kalan
drnekleri varsayilan sinifa atamaya iliskin bir ifade de icermektedir.

3.2. Uygunluk Fonksiyonu

Bir egitim 6rnegini siniflandirmak igin kural degerlendirildiginde doért farkli durumdan birisi ile
karsilasilir [18]: dogru pozitif, dogru negatif, yanhs pozitif ve yanlis negatif. Dogru pozitif ve dogru
negatif, uygun siniflandirmayi, yanlhs pozitif ve yanlis negatif de hatal siniflandirmayi ifade etmektedir.

Dogru pozitif (TP) : Kural, sinifi evet olarak belirler, drnegin sinifi gercekte evet'tir.
Dogru negatif (TN) : Kural, sinifi hayir olarak belirler, drnegin sinifi gergekte hayir'dir.
Yanhs pozitif (FP) : Kural, sinifi evet olarak belirler, 6rnegin sinifi gercekte hayir'dir.
Yanhs negatif (FN) : Kural, sinifi hayir olarak belirler, 6rnegin sinifi gercekte evet'tir.

Duyarlililk (Se) tim veri kiimesi igerisindeki “evet” sinifi drneklerinden dogru siniflandirilanlarin oranini
hesaplar.

S, =TP /(TP + FN) 1)

Ozglilliik (Sp) tim veri kiimesi igerisindeki “hayir” sinifi drneklerinden dogru siniflandirilanlarin oranini
hesaplar.
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S, =TN /(TN + FP) 2

Siniflandirma kurallarinin etkinligini élgen bu iki kavram ile uygunluk fonksiyonu asagidaki gibi
tanimlanmistir [19];

Uygunluk =S, xS (3)

Uygunluk fonksiyonunun degeri 0-1 arahdinda yer almaktadir. Buatin o6rnekler dogru
siniflandirildiginda uygunluk degeri 1’dir.

3.3. Genetik Operatorler

MEPAR-miner algoritmasinda kullanilan genetik operatérler ¢aprazlama ve mutasyondur. Her iki
operatér de kromozomun yapisini bozmamaktadir. Bu operatérlerin uygulanmasi sonucunda ortaya
¢ikan yeni bireyler anlamli mantiksal ifadeler igermektedirler. Genetik operatdrler uygulanmadan dnce
populasyondaki en iyi birey sonraki jenerasyona aktarilir. Sec¢im sirecinde eslesme havuzu, ikili
turnuva segimi ile belirlenen bireylerden olusturulur. Popllasyondan rastgele iki birey segilir ve
bunlardan uygunluk degeri daha yliksek olan eslesme havuzuna aktarilir.

Caprazlama: Caprazlama operatoérd, belirli bir gaprazlama olasiligina gére (p.) iki ebeveyn bireyin
eslesme havuzundan segilmesi ve bu bireylerden yeni iki birey elde edilmesini saglar. Bu ¢alismada
tek nokta caprazlama operatéri uygulanmistir. Rastgele bir gaprazlama noktasi segilerek, iki ebeveyn
bireyin gaprazlama noktasindan 6nceki ve sonraki genleri caprazlanarak yeni bireyler elde edilir (Sekil
4).
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Sekil 4. MEPAR-Miner Caprazlama

Mutasyon: Mutasyon operatdri kromozomdaki terminal ve fonksiyon genlerine, 6nceden belirlenmis
mutasyon olasiligina gore (pn,) uygulanir. Kromozomda rastgele mutasyon noktalari belirlenerek bu
noktalardaki genlerin terminal veya fonksiyon olma durumuna goére farkli sekillerde uygulanir. Eger
secilen gen terminal ise bu gende yer alan iligkisel operator ve deger degistirilir. EGer segilen gen
fonksiyon ise, yeni bir fonksiyon ve bu fonksiyona ait isaretgiler segilerek bu gen degistirilir. Segilen
isaretciler mevcut genden daha disik genlerin indislerini icermelidir. Sekil 5'te 2. ve 5. noktalardaki
terminal ve fonksiyon genlerinin mutasyonu gosterilmektedir.
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Sekil 5. MEPAR-Miner Mutasyon
4. DENEYSEL CALISMA
MEPAR-miner algoritmasinin performansini analiz etmek i¢in 6 farkli veri kimesi UCI makine
O0grenme  veritabanindan  secilmistir  (http://www.ics.uci.edu/~mlearn/MLRepository.html).  Veri
kimelerinin temel 6zellikleri olan drnek sayilari, kategorik ve sirekli 6zellik sayilari ile sinif sayilari
Tablo 2’de 6zetlenmistir.

Tablo 2. Veri Kiimelerinin Ozellikleri

Veri Kiimesi ~ Ornek Kategorik Surekli 6zellik Sinif

sayIsi Ozellik sayisi sayIsi saylsi
WBC 683 - 9 2
LBC 282 9 - 2
Tic-Tac-Toe 958 9 - 2
CRX 690 9 6 2
Nursery 12960 8 - 5
Adult 45222 8 6 2

MEPAR-miner algoritmasinin performansi, kullanilan veri kiimeleri igin farkli calismalarda ortaya
konulan sonuglar ile kargilastirimistir.

1. Tan ve ark. [11] tarafindan gelistirilen iki agamali hibrid bir evrimsel algoritma,

2. Carvalho ve Freitas [20,21] tarafindan dnerilen hibrid karar agaci-genetik algoritma,

3. Parpinelli ve ark. [19] tarafindan gelistirilen karinca koloni optimizasyonuna dayal
siniflandirma yaklagimi

4. Bojarczuk ve ark. [12]'nin dnerdigi genetik programlama yaklasimi,

5. Weinert ve Lopes [13] tarafindan ortaya konulan gen denklem programlamaya dayali
siniflandirma yaklasimi,

6. Wang ve ark.[14]'nin gelistirdigi pargacik surl optimizasyonuna dayali siniflandirma yaklasimi
bu ¢galismada sonug degerlendirme ve karsilastirma amaciyla kullanilan galigmalardir.

Sonug karsilagtirmalari, egitim verisi kullanilarak elde edilen siniflandirma kurallarinin test verisi
Uzerindeki performansi tzerinden gerceklestirilmistir. Test verisindeki tahminleme dogrulugu denklem
4’teki formulasyon ile hesaplanmaktadir.

Dogruluk = TP+TN (4)
TP+TN+FP+FN

Adult veri kiimesi bliylk boyutlu veri olmasindan dolayi egitim ve test verisi olarak ikiye bolinmustir.
Diger veri kimeleri ise ¢apraz dogrulama yontemi kullanilarak 10 farkl egitim ve test veri grubu ile
analiz edilmistir. 10’lu gapraz dogrulamada, veri kiimesi 10 alt gruba bdéliinerek her seferinde 1 alt grup
test, kalan 9 alt grup egitim amagcli kullaniimigtir. Boylece her bir veri kimesi igin 10 farkli galistirma
gerceklestiriimistir. Tahminleme dogruluklarinin ortalamasi ve standart sapmalari hesaplanmistir.


http://www.ics.uci.edu/~mlearn/MLRepository.html
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4.1. MEPAR-Miner Parametreleri

Jenerasyon Sayisi: MEPAR-miner algoritmasinin bir siniflandirma kurali tiretmek igin tekrarh
calisma sayisini ifade etmektedir. Belirlenen jenerasyon sayisina ulasildiginda en iyi birey, bu bireye
ait sinif ile birlikte bir siniflandirma kuralini tegkil eder. Kalan siniflar i¢in algoritma ayni sayida tekrarli
cahstirilir.

Popiilasyon Sayisi: Her bir jenerasyonda degerlendirilen birey sayisini ifade eder. Baslangi¢
populasyonu rastgele olusturulur.

Kromozom uzunlugu: Bir kromozomdaki gen sayisini ifade eder. MEPAR-miner algoritmasinda gen
sayisi ayni zamanda o kromozomda yer alan farkl kural sayisini da ifade eder.

pc : GCaprazlama olasihgi
Pm: Mutasyon olasiligi

Tablo 3. MEPAR-Miner Parametre Degerleri

Parametre Deger
Jenerasyon Sayisi 250
Poptlasyon Sayisi 250
Kromozom uzunlugu 100
Pc 0.9
Pm 0.2

Algoritmanin igleyisi esnasinda belirlenen parametre degerleri Tablo 3'te verilmistir. MEPAR-miner
algoritmasi C++ programlama dilinde kodlanmis ve her bir veri kimesi i¢cin 10 farkh g¢alistirma
sonucunda elde edilen ortalama tahminleme dogrulugu, minimum, maksimum degerleri ve standart
sapmasi Tablo 4’te verilmistir.

Tablo 4. MEPAR-Miner Tahminleme Dogrulugu

Data Sets
Tahminleme Dogrulugu(%) CRX Nursery Adult LBC Tic-Tac-Toe WBC
Maks 100 98.76 96.89 100 96.87 100
Ortalama 96.96 95.83 95.27 90.63 94.47 99.41
Min 91.30 93.20 91.82 85.72 93.62 98.53
Standart Sapma 2.50 1.80 155 4.48 1.31 0.76

MEPAR-miner algoritmasindan elde edilen sonuglar literatiirde yer alan galismalarda sunulan sonuglar
ile tahminleme dogrulugu agisindan karsilastiriimis ve Tablo 5’te 6zetlenmistir.

Tablo 5. Karsilastirma Sonuglari

Veri MEPAR- Ant-Miner’ GP? BGP? EvoC® PSO® GEPCLASS®
Kimesi miner

LBC 90.63+4.48 75.28+2.24 71.8+4.68 63.85+5.67 - 77.58+0.27 68.5+12.73
WBC 99.41+0.76  96.04+0.93 93.5+0.79 89.3+4.37 95.26+0.25 97.95+0.68 93.8+2.89
Tic-tac-toe 94.47+1.31  73.04+2.53 - - - 98.84+0.24 -

Veri MEPAR- ca.5” Double C4.5/GA"

Kimesi miner c4.5

CRX 96.96+2.50 91.79+2.1  90.78+1.2 91.66+1.8 - - -
Nursery 95.83+1.80 95.4+1.2 97.23+1.0 96.77+0.7 - - -
Adult 95.27+1.55 78.62+0.5 76.06+0.5 80.04+0.1 - - -

1. Parpinelli ve ark. [19] 4. Carvalho ve Freitas [21]

2. Bojarczuk ve ark. [12] 5. Wang ve ark.[14]
3. Tan ve ark. [11] 6. Weinert ve Lopes [13]
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Tablo 5te MEPAR-miner ve diger algoritmalarin ortalama tahminleme dogruluklari ile standart
sapmalar yer almaktadir. MEPAR-miner algoritmasi LBC, WBC, CRX ve Adult veri kimelerinde diger
calismalara gore daha yilksek tahminleme dogruluguna ulagsmistir. Tic-tac-toe veri kiimesinde PSO
algoritmasi, Nursery veri kiimesinde ise Carvalho ve Freitas [21] tarafindan Onerilen hibrid C4.5/GA
yaklasimi MEPAR-miner'dan daha iyi sonug vermistir. Tablo 6 her bir veri kiimesi i¢in elde edilen en
yuksek uygunluk degerine sahip kural kimelerini igermektedir. MEPAR-miner algoritmasi bu
sonuglara her sinif icin bir kural igeren kural kiimesi ile ulagsmistir. Dolayisiyla her sinif i¢in ¢oklu kural
Ureten algoritmalara goére kural kiimesinde yer alan kural sayisi ve tahminleme dogrulugu agisindan
oldukga etkin bir siniflandirma algoritmasi olarak 6n plana g¢ikmaktadir. Algoritmanin tahminleme
dogrulugu her bir sinifa ait kural sayisindaki artisla dogru orantili olarak yikselecektir. Ancak kural
kimesinin basit ve anlagilir olmasi uygulama acgisindan her zaman tercih edilir bir durumdur. Genel
olarak degerlendirilecek olursa MEPAR-miner algoritmasi ele alinan bitin veri kiimelerinde test verisi
Uzerinde oldukga yuksek dogrulukta tahminleme yapabilmektedir.

SONUG

Bu calismada siniflandirma problemleri i¢in ¢oklu denklem programlamaya dayali bir kural ¢ikarimi
yontemi olan MEPAR-miner ele alinmigtir. Coklu denklem programlama sembolik regresyon igin
gelistirilmis bir dogrusal genetik programlama yaklagimidir. Bu yéntemin kromozom goésterimi, terminal
ve fonksiyon tanimlamalari siniflandirma problemleri igin EGER-ISE kurallari tiretecek sekilde
yeniden yapilandiriimistir. MEPAR-miner algoritmasinda kromozomlar dogrusal goésterime sahip
olmasina ragmen degisik uzunlukta kurallar elde edebilecek sekilde tasarlanmistir. Bu 6zelliginden
dolayl genetik programlamanin avantajlarini icermekle birlikte dogrusal kromozom yapisindan dolayi
kolay yazihmi ve genetik operatorlerle uygun bireyler elde edebilmesi de sz konusudur. Bu
calismada MEPAR-miner ile 6 farkli veri kiimesi lGizerinde analizler gergeklestiriimistir. Bu veri kiimeleri
surekli ve kesikli ozellikleri icermesi, ikili yada coklu sinifa sahip olmalari, 6zellikle Nursery ve Adult
veri kiimelerinin ylksek sayida érnekten olugsmasi, algoritmanin farkli yapida veri kiimeleri tGzerindeki
performansini degerlendirebilmek amaciyla belirlenmigtir. Olusturulan kural kimesinin her bir sinifa ait
ornekler icin tek bir kural icermesi ve bu kural kimesinin ylksek tahminleme dogruluguna sahip
olmasi, MEPAR-miner algoritmasinin siniflandirma kurallari gelistiren algoritmalar igerisinde 6nemli bir
yere sahip oldugunu ortaya koymaktadir. Genetik algoritma, pargacik siri optimizasyonu, karinca
koloni optimizasyonu ve gen denklem programlamaya dayali genetik programlama yontemleri ile elde
edilen sonuglar karsilastiriimali olarak ele alinmistir.

Tablo 6. Veri Kiimeleri igin Bulunan En lyi Kural Kiimeleri ve Uygunluk Degerleri

Veri Se Sp Uygunluk Kural Kiimesi

Kimeleri Fonksiyonu

CRX 0.94 0.80 0.75 EGER (((((x2>=2.00))ve((x0=2.00)))ve((x6=1.00)))ve((x11=1.00)))veya(((((x10<=3.00))veya(((x13<=2.00))
0.81 0.93 0.75 veya((x5=4.00))))ve((x4=3.00)))veya(((x8=1.00))veya((x12=3.00)))) ISE Sinif 1

DEGILSE EGER DEGIL((((x4=3.00))ve((x10<=1.00)))veya((x8=1.00)))ISE Sinif 0
DEGILSE Sinif 0

Nursery 1.00 1.00 1.00 EGER DEGIL(DEGIL((x7=3.00)))ISE Sinif 0
1.00 0.99 0.99 DEGILSE EGER ((((x7=1.00))ve((x5=1,00)))ve((x1=1.00)))ve(DEGIL(DEGIL((x4=1.00))))ISE Sinif 1
1.00 0.79 0.79 DEGILSE EGER (((x4=3.00))veya(DEGIL(DEGIL(((x4=3.00))veya(DEGIL((x0=3.00)))))))
1.00 0.50 0.50 ve(((x7=1.00))ve((DEGIL((x1=5.00)))veya((x4=3.00))))iSE Sinif 2
0.93 0.65 0.60 DEGILSE EGER DEGIL((x7=3.00))ISE Sinif 3

DEGILSE EGER DEGIL((DEGIL(DEGIL((x7=3.00))))veya((x1=2.00)))ISE Sinif 4
DEGILSE Sinif 0

Adult 0.87 0.65 0.57 EGER (((x6=6.00))veya((x5=1.00)))ve((x4>=2.00))ISE Sinif 1

0.66 0.89 0.59 DEGILSE EGER DEGIL((((((x11<=10.00))veya((x1=8.00)))ve((((x10>=16.00))veya((x5=1.00)))ve((x13=15.00))))
veya(((x10>=16.00))veya((x5=1.00))))veya(((x10>=16.00))veya((x5=1 .00))))iSE Sinif 0

DEGILSE Sinif 0

LBC 0.67 0.74 0.50 EGER (((x7=3.00))veya(((x5=3.00))veya((x2=7.00))))ve(((x0=6.00))veya(((((x1=3.00))veya((x8=1.00)))ve((((x7=3.00))
ve(((x4=1 .00_))veya(DE_C;]L((x5=3.00)))))veya(((x5=3.00))veya_((_x2=7.00)))))vg;ya((x2=7.00))))iSE Sinif 11
0.72 0.66 0.47 DEGILSE EGER ((DEGIL((x8=1.00)))veya((x2=4.00)))ve(DEGIL((x5=3.00)))ISE Sinif 0
DEGILSE Sinif 1
Tic-Tac -Toe 0.70 0.70 0.49 EGER DEGIL((((x2=1.00))ve((x0=1.00)))veya((x4=1.00)))ISE Sinif 1
0.80 0.66 0.53 DEGILSE EGER (((x8=1.00))ve((x2=1.00)))veya((((x6=1.00))ve((x8=1.00)))veya((x4=1.00)))iSE Sinif 0

DEGILSE Sinif 0

WBC 0.97 0.96 0.93 EGER (DEGIL((DEGIL(((x1<=6.00))ve(((x0<=6.00))ve(((x4<=8.00))ve(DEGIL((x5>=7.00)))))))veya(DEGIL((x2<=4.00)))))

veya((((x0<=6.00))ve(((x4<=8.00))ve(DEGIL((x5>=7.00)))))ve(DEGIL(((x3>=3.00))ve((x4<=8.00)))))ISE Sinif 0
0.98 0.92 0.90 DEGILSE EGER DEGIL((((x0<=2.00))veya((x3<=9.00)))ve(((((x0<=2.00))veya((x5<=2.00)))
veya(DEGIL(((x7<=4.00))ve((x8<=5.00)))))ve((((x7<=4.00))ve((x8<=5.00)))ve((((x0<=2.00))veya((x3<=9.00)))
veyg(((x0<=2.00))veya((x5<=2.00)))))))iSE Sinif 1

DEGILSE Sinif 1
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